
Rapport Projet Procom : 7 îles

HASPARYK Breno, LARROTTA Ferdy, LE BRAS Paul
GONÇALVES Eduardo, QIAN Chenjie

14 avril 2024

Résumé
Grâce à Cécile Bothorel et Marie Guinguot, nous avons eu l’opportunité de travailler pour

l’institut HomMer afin d’établir un processus permettant d’automatiser les enquêtes de terrain
réalisées jusqu’alors dans la réserve des 7 îles et d’établir l’impact humain sur l’archipel. Ce projet
s’inscrit dans le cadre du projet ProCom de 3ème année de master à l’IMT Atlantique.

1 Introduction
Ce projet ProCom réalisé en dernière année du master de l’IMT Atlantique s’inscrit dans une

collaboration avec le groupe d’intérêt HomMer qui coordonne le projet Homme, avec comme objectif
d’"observer les hommes et les environnements". La réserve des 7 îles, située au Nord-Ouest de la
Bretagne, est l’environnement de notre projet dont l’objectif initial tenait à l’automatisation d’une
enquête d’usage via l’analyse des réseaux sociaux.

1.1 Un existant : le travail de stage d’Eduardo
Eduardo, membre du groupe, a travaillé lors de son stage d’été sur une étude des 7 îles et de leur

représentation sur les réseaux sociaux, en particulier sur Instagram. Ce premier travail a permis une
acquisition de connaissances concernant le processus de collecte de données sur les réseaux sociaux.
Notamment, le cas d’Instagram s’est révélé particulièrement épineux en raison de l’absence d’une API
officielle accessible pour la collecte de données de manière extensive et systématique. Face à cette
contrainte, la nécessité d’utiliser une bibliothèque tierce s’est imposée. Après une série d’évaluations
comparatives – un benchmark – la bibliothèque Instaloader a été choisie selon des critères de popularité,
de qualité de la documentation, de mises à jour récentes et de soutien de la communauté.

Le fait que la bibliothèque ne soit pas une solution officielle a imposé des limites significatives
sur le volume de données pouvant être collectées, impactant ainsi la portée des analyses réalisées.
Cette contrainte a réduit la capacité à obtenir un panorama complet de la représentation des Sept Îles
sur Instagram, limitant les conclusions qui pouvaient être tirées de manière exhaustive. Cependant,
cette première interaction avec la plateforme a tout de même permis d’acquérir des connaissances sur
les types de contenus fréquemment postés en ligne en relation avec la réserve des Sept Îles. Malgré
les obstacles, il a été possible d’identifier et visualiser certains motifs dans les contenus partagés,
qui correspondaient aux connaissances préexistantes, telles que l’intérêt ornithologique marqué de la
réserve. Cette observation a validé certaines hypothèses et a offert une première approche qualitative
de l’impact des Sept Îles sur les visiteurs et leur représentation dans les médias sociaux.

1.2 Axes du projet
Objectif : remplacer l’enquête terrain par l’analyse des réseaux sociaux, principales

sources d’information sur l’opinion des particuliers.
3 axes se dégagent très nettement autour du projet :

1. Un axe d’estimation : une analyse quantitative des visites sur l’idée. Objectif : recouper les
informations terrain fournies par un compteur présent sur l’archipel avec les informations publiées par
les internautes sur Internet.
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2. Un axe de classification d’images : savoir ce qui intéresse les internautes lorsqu’ils vont
sur les 7 îles. Objectif : déceler l’intention derrière l’image pour voir vers quels intérêts se portent
les vacanciers des 7 îles. La visée de ce voyage est-elle pour la plupart simplement récréative ? Ou
bien contient-elle également, de façon significative, une dimension éducative, voire artistique, pour les
visiteurs ?

3. Un axe de classification textuelle, en particulier autour des hashtags et commentaires des
posts. On retrouve ici la même idée que pour la classification d’images, mais dans un objectif de
précision du second angle du projet. Pris par le temps, nous n’avons réalisé qu’un état de l’art sur le
sujet.

2 Analyse quantitative : estimation de la fréquentation sur l’ar-
chipel

2.1 Scraping
La collecte de données, également connue sous le nom de scraping ou grattage web, est une mé-

thode informatique employée pour extraire des informations de sites internet. Cette technique implique
l’emploi de programmes ou de scripts conçus spécifiquement pour recueillir de manière automatique
des données présentes sur des pages web, convertissant de ce fait les données non structurées en infor-
mations organisées et utilisables. Dans le contexte de la collecte d’informations sur les visiteurs d’une
zone marine protégée, le scraping peut être particulièrement intéressant. Il permet de rassembler de
vastes quantités de données publiques, telles que les avis, les comportements, les préférences et les
mouvements des touristes, à partir de forums, de réseaux sociaux, de sites de voyage et d’autres pla-
teformes en ligne. L’analyse de ces données peut ensuite aider les gestionnaires de la réserve marine à
mieux comprendre les interactions entre les visiteurs et l’environnement protégé, à évaluer l’efficacité
des mesures de conservation mises en place, et à élaborer des stratégies pour améliorer l’expérience
des visiteurs tout en préservant la biodiversité et les ressources naturelles de la zone.

Pour réaliser efficacement le scraping il est essentiel de trouver des outils adaptés, comme des
API (Interfaces de Programmation d’Applications). Les API permettent une extraction structurée et
automatisée des données tout en respectant les conditions d’utilisation des plateformes. Cependant,
la disponibilité de ces outils peut être un défi majeur, surtout sur des plateformes populaires telles
qu’Instagram, Facebook et Twitter. Bien qu’elles soient des mines d’informations potentielles en raison
de leur large utilisation et de leur contenu dynamique, les politiques strictes de ces plateformes en
matière de données et de confidentialité posent un obstacle considérable à l’extraction de données.

En 2023, Facebook, Instagram et Twitter ont renforcé leurs politiques de confidentialité et leurs
restrictions d’accès aux données via leurs API. Sur Facebook, les restrictions récentes incluent une
limitation accrue sur les types de données accessibles, exigeant des applications de passer par un
processus de révision rigoureux avant d’accorder l’accès aux données utilisateur. De plus, Facebook a
réduit la quantité de données personnelles disponibles, telles que les listes d’amis et les publications
partagées uniquement avec des amis, rendant plus difficile l’obtention d’informations détaillées sur les
comportements des utilisateurs.

Instagram, appartenant à Facebook, suit une politique similaire en limitant l’accès à certaines in-
formations via son API. Les développeurs doivent obtenir une autorisation spécifique pour accéder
aux données des utilisateurs, et même alors, l’accès est limité à un ensemble restreint d’informations,
excluant des données telles que les likes, les commentaires et les suivis, qui étaient auparavant dispo-
nibles.

Quant à Twitter, la plateforme a introduit des modifications significatives à son API, en instituant
un modèle tarifaire pour l’accès à différentes couches de données. Bien que l’accès de base reste dis-
ponible, les informations plus approfondies, telles que l’historique complet des tweets ou les analyses
démographiques, nécessitent désormais des abonnements payants. En outre, Twitter a mis en place des
quotas sur le nombre de requêtes que les utilisateurs peuvent effectuer dans un certain laps de temps,
limitant ainsi le volume de données pouvant être collecté de manière continue.

Face à ces défis et restrictions imposés par les grandes plateformes de réseaux sociaux, une recherche
bibliographique approfondie a été entreprise dans le but de découvrir comment d’autres chercheurs
ont réussi à obtenir les données nécessaires pour étudier les aspects environnementaux d’une réserve
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ou d’une aire protégée. Cette démarche s’est appuyée sur deux sources principales : d’une part, des
articles scientifiques fournis par Marie Guingot, la coordinatrice du projet Homme, et d’autre part,
une exploration réalisée à l’aide du moteur de recherche Google Scholar. Les articles consultés à ce
stade de la recherche sont les suivants :

[1] [2] [3] [4] [5] [6] [7] [8] [9]

2.2 API : Flickr et GMap
2.2.1 Flickr

Après la réalisation de la recherche bibliographique, une des plateformes qui s’est particulièrement
démarquée fut Flickr, un service de partage de photos en ligne qui permet à ses utilisateurs de télé-
charger, partager et découvrir des photographies et des vidéos. Bien que Flickr ne compte pas autant
d’utilisateurs que les géants tels que Facebook ou Instagram, la plateforme bénéficie d’une activité ré-
gulière et engagée, avec des millions de photos partagées et commentées chaque jour. Sa démographie
est variée, bien que tendant vers un public légèrement plus âgé et plus porté sur la photographie que
les utilisateurs moyens des autres réseaux sociaux.

Flickr est un service en ligne de partage de photos et de vidéos qui permet à ses utilisateurs
de télécharger, organiser et partager leurs contenus avec une communauté globale. Fondé en 2004,
Flickr se distingue par sa démographie variée d’amateurs et de professionnels de la photographie,
offrant un vaste réservoir d’images et d’informations géolocalisées susceptibles d’être exploitées pour
des recherches environnementales. Bien que les chiffres précis puissent varier, la plateforme jouit d’une
activité substantielle, avec des millions d’utilisateurs actifs et un flux constant de nouvelles publications.

Contrairement aux autres réseaux sociaux, Flickr présente des restrictions moins sévères concernant
l’accès aux données via son API. Les développeurs peuvent accéder à l’API officielle de Flickr en créant
une clé API sur ce lien [10], un processus qui commence par l’enregistrement d’une application sur le
site de Flickr. Après l’enregistrement, une clé API et un secret sont fournis, permettant au développeur
d’interroger l’API et de récupérer des données selon les besoins de leur projet. De plus, Flickr met à
disposition une documentation complète pour son API [11], facilitant l’intégration et le développement
d’applications personnalisées. Cette accessibilité, combinée avec la richesse des contenus partagés sur
la plateforme, rend Flickr particulièrement attrayant.

Les limites de collecte de données sur Flickr sont dictées principalement par les conditions d’uti-
lisation de son API, les politiques de confidentialité et les quotas définis pour les requêtes API. Les
utilisateurs peuvent extraire un large éventail de données, notamment des images et des métadonnées
associées, mais doivent respecter les limites de requêtes imposées (3600 requêtes par heure).

Les données collectées via l’API de Flickr peuvent se présenter sous différents formats, mais le
format JSON (JavaScript Object Notation) est le plus couramment utilisé. Le JSON est un format de
données textuelles, léger et facile à interpréter, tant pour les humains que pour les machines. Il est basé
sur la notation des objets JavaScript, permettant de représenter des informations structurées comme
des collections d’attributs nom-valeur (similaires aux dictionnaires en Python) et des listes ordonnées
(similaires aux tableaux).

Dans le contexte de l’API Flickr, un JSON typique renvoyé par une requête pourrait inclure diverses
informations associées à chaque photo, telles que :

— id : L’identifiant unique de la photo sur Flickr.
— title : Le titre de la photo donné par l’utilisateur.
— description : La description de la photo, si fournie.
— date_uploaded : La date et l’heure de l’upload de la photo.
— owner : L’identifiant de l’utilisateur qui a téléchargé la photo.
— tags : Les tags associés à la photo, fournis par l’utilisateur.
— location : Les données géolocalisées de la photo, si disponibles, incluant la latitude et la lon-

gitude.
— url : Les URLs pour accéder aux différentes tailles de la photo.
— views : Le nombre de fois que la photo a été consultée.
— favourites : Le nombre de fois que la photo a été mise en favoris.
Suite à la collecte de données via l’API de Flickr, notamment celles formatées en JSON, l’intérêt se

porte également sur l’exploitation de photos pour l’entraînement de modèles de classification d’images.
Ces modèles, essentiels à l’apprentissage automatique, se nourrissent des données visuelles fournies
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pour affiner leur capacité à identifier et classifier divers éléments naturels ou anthropiques. Ce sujet
sera examinée plus en détail dans la suite du rapport.

Les requêtes sur l’API de Flickr sont réalisées en spécifiant différents paramètres selon les besoins
de la recherche. Parmi ces paramètres, la géolocalisation, la date de publication, la date de prise de
photo et la présence de tags sont particulièrement utiles pour sélectionner du contenu pertinent. En
spécifiant des coordonnées géographiques, les chercheurs peuvent cibler des images prises dans des
zones spécifiques, comme une aire marine protégée ou une réserve naturelle, ce qui est crucial pour des
études environnementales localisées. L’utilisation de tags permet de filtrer davantage les résultats, en
se concentrant sur des images marquées avec des mots-clés pertinents tels que "corail", "biodiversité"
ou "pollution marine". L’intérêt d’utiliser ces informations réside dans la capacité à affiner les données
collectées pour qu’elles soient le plus pertinentes possible pour l’objectif de la recherche.

Dans le cadre spécifique de l’étude de la réserve de Sept Îles, le processus de collecte de données a
été défini pour cibler précisément cette zone protégée. Une géolocalisation centrée sur l’île Rouzic, avec
un rayon de 5 kilomètres, a été établie comme critère de recherche sur Flickr. Cette configuration a
permis d’exclure la région continentale de Perros-Guirec, concentrant ainsi la collecte uniquement sur
l’espace pertinent de la réserve naturelle. Les données recueillies couvrent la période allant de 2009 à
2023, assurant une vue d’ensemble sur les activités et les changements survenus au sein de la réserve
sur une période significative.

En adoptant ces critères spécifiques, nous avons garanti une très haute pertinence des données
collectées, s’assurant qu’elles correspondent véritablement à l’environnement unique de la réserve na-
turelle de Sept Îles. Il est important de noter que, malgré l’optimisation de la pertinence, le nombre de
résultats obtenus est limité ; pour la période mentionnée, un peu plus que 5000 posts ont été identifiés.
Cette quantité limitée souligne les défis associés à la recherche focalisée dans des zones spécifiques mais
garantit en même temps que les informations traitées sont d’une grande valeur pour la compréhension
de la réserve.

Figure 1 – Illustration de la zone de collecte couverte

En outre, nous avons été plus loin et envisageons d’utiliser également Google Maps et ses images
postées par les utilisateurs pour enrichir notre base de données.

2.2.2 Google Maps Images

Le premier défi a été de trouver comment extraire les images de manière facile et efficace. Ainsi,
nous avons suivi différentes approches. La première a été d’analyser le fonctionnement de la page pour
voir si nous pouvions effectuer un scrap en utilisant une API gratuite et officielle de Google. Cependant,
Google ne fournit pas ce type de service, donc nous avons cherché chez des tiers pour savoir s’il était
possible de réaliser ce type de scrap de manière légale mais non officielle.

Si aucune API n’avait été trouvée pour réaliser ce scrap de données, le plan aurait été de le faire
nous-mêmes en utilisant une technologie comme Puppeteer pour écrire un script complet qui capturait
les liens des images de Google Maps.
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Cependant, avant de recourir à cette solution, qui aurait été un peu plus verbeuse et di�cile, nous
avons recherché di�érentes solutions auprès d'entreprises autres que Google. Nous avons alors trouvé
plusieurs options avec des avantages et des inconvénients, mais celle qui nous a le mieux convenu était
SerpApi. Elle nous permettait un total de 100 requêtes gratuites par compte et, à chaque requête, nous
pouvions obtenir environ 20 images, ce qui résultait en un total bien supérieur au nombre d'images
disponibles pour l'ensemble des sept îles.

Pour l'étape suivante, il était nécessaire de comprendre complètement comment fonctionnait l'API.
Une API REST (Representational State Transfer) est un ensemble de règles et de conventions qui
permet la communication entre systèmes. Elle utilise les méthodes HTTP (dans notre cas, nous avons
utilisé seulement le GET puisqu'il s'agissait de la consommation de données) pour e�ectuer des opé-
rations sur la base de données de l'application, le retour des données se faisant au format JSON
(JavaScript Object Notation).

Figure 2 � Structure des �chiers JSON extraits

Après avoir compris le fonctionnement de l'API REST fournie par SerpApi, nous avons procédé à
l'intégration de celle-ci dans notre système. Le premier pas a été de réaliser la con�guration nécessaire
pour authenti�er notre application avec l'API, ce qui a impliqué l'utilisation d'une clé d'API fournie
par SerpApi. Cette clé a été incluse dans toutes les requêtes pour garantir la sécurité et l'autorisation
de l'accès.

Nous avons utilisé le langage de programmation Python pour développer le script d'intégration, en
raison de sa syntaxe claire et de la grande disponibilité de bibliothèques pour le traitement des données
au format JSON et pour e�ectuer des requêtes HTTP.

Grâce à ce processus, nous avons pu récupérer environ 1700 images qui avaient été téléchargées sur
Google Maps et �ickr à partir des di�érentes îles qui composent la réserve ou des lieux liés aux 7 îles.

2.3 Premiers résultats statistiques simples + Di�cultés : peu de data

2.3.1 Données de Flickr : 2009-2023

Une fois les données collectées sur Flickr, soit un plus de 5000 �chiers JSON, nous avons commencé
à établir de simples analyses statistiques et observations graphiques a�n de déceler les plus tendances
les plus évidentes.

Toutefois, nous nous sommes vite aperçus que le nombre de posts en l'état serait loin d'être un
indicateur exact pour estimer le nombre de visiteurs dans la réserve. En e�et, nous avions pu constater
d'énormes irrégularités dans la distribution des posts au cours d'un même mois avec certains jours qui
cumulaient plus de posts que l'intégralité des autres jours du mois. Ainsi, après analyse des identi�ants
(cryptés) du contributeur du ou des posts donnés, nous avons réalisé qu'il s'agissait très souvent de
très peu voire d'une seule personne, particulièrement active(s).

def select_1_visit_per_day_and_visitor(data):
data['Date'] = pd.to_datetime(data['Date']).dt.date
return data.drop_duplicates(subset = ["Date","Owner"])

df = select_1_visit_per_day_and_visitor(df)
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Fort de ce constat, nous avons pris le parti de créer une fonction permettant de soustraire ces cas
particuliers de notre jeu de données. Celle-ci bloque un post si le contributeur a déjà publié dans la jour-
née. Son application a alors divisé notre jeu de données par 5, dépassant maintenant à peine 1000 posts.

Ce manque de données met donc en cause la �abilité des informations que nous pourrions déceler
grâce aux outils statistiques simples. Nous devons donc redoubler d'e�ort et se servant de techniques
existantes a�n de maximiser la portée informationnelle des données qui sont en notre possession.

2.3.2 Tendances statistiques globales (voire "grossières")

Figure 3 � Nombre de visiteurs Flickr par an

Figure 4 � Nombre de visiteurs Flickr par mois

Nous avons réalisé de simples tests a�n d'observer : les écarts moyens entre les années et entre les
mois, mis en évidence par des histogrammes comme ci-dessus. Les niveaux moyens de fréquentation
par jour �gurent également dans l'analyse et peuvent être directement comparés avec les relevés du
compteur. Ces comparaisons seront détaillées dans le rapport à la partie 2.5.

2.4 Des tests statistiques plus avancés : Fourier et ondelettes

2.4.1 Fourier

Nous avons commencé l'analyse des fréquences de visites en réalisant une Transformée de Fourier
dans le but de capter les pics particuliers de fréquentations au cours de la période 2009-2023, à partir
des données collectées sur Flickr.

Cette entreprise a été menée a�n de trouver une cohérence entre ces données collectées et celles
récupérées par le compteur placé sur l'archipel.

Malheureusement, comme nous pouvons le constater sur le plot de la FIGURE 5, la Transformée
de Fourier n'a permis de dégager aucune fréquence caractéristique des séries temporelles à l'étude.
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Figure 5 � Transformée de Fourier

2.4.2 Ondelettes

Ainsi, face au manque d'éléments concluants qui auraient permis de conjecturer sur la nature
récurrente de certains cycles de fréquentation, nous avons décidé de pousser l'analyse en e�ectuant des
analyses plus spéci�ques du spectre de fréquence.

A travers la mise en place d'ondelettes, nous permettant de faire varier la fenêtre de temps prise
pour transformer la série temporée en Transformée de Fourier, nous pouvons déceler davantage d'in-
formations sur les séries temporelles de visite collectées à partir des �chiers JSON sur Flickr.

Comme discuté lors de la dernière réunion du projet, on peut conclure plusieurs choses de ces
projections spectrales issues des séries temporelles de fréquentation de l'archipel. Tout d'abord, on
peut naturellement souligner la forte intensité de fréquentation autour et pendant les vacances d'été.
Pour les deux types d'ondelettes choisis, cette forte magnitude de fréquence est principalement marquée
sur des fenêtres de temps assez élevées (à partir d'au moins 6/10 de la fenêtre totale de séries). Ainsi,
on peut assez sûrement déduire que la fréquentation est au plus fort en Juillet et Aout et ce, tous les
ans depuis 2009. Cette analyse est à pondérer sous le paradigme des utilisateurs de Flickr uniquement.

Figure 6 � Ondelette de Morlet
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L'ondelette gaussienne complexe nous permet également d'estimer que les vacances d'hiver (�n
février/début mars) et les vacances de Pâques (Avril/Mai) sont aussi des périodes de fréquentation
plus relevées mais que ces tendances ne se retrouvent pas tous les ans puisque les magnitudes fortes
du champ spectral se retrouve sur des fenêtres de temps plus restreintes. Ce phénomène d'ondellette
peu intense en fenêtre haute peut aussi être expliqué par la brieveté des vacances de Pâques et d'hiver.
Finalement, c'est sûrement une synthèse de ces deux explications (alternance de magnitude d'une année
sur l'autre et brieveté des plages de temps) qui éclaire au mieux les raisons derrière un tel résultat.

On peut observer un phénomène similaire autour de Septembre jusqu'à Mi-Octobre mais à une
intensité plus modérée quoique continue sur la période.

Figure 7 � Ondelette Gaussienne Complexe

En conclusion, on peut rappeler la di�culté de réunir assez d'informations sur la fréquentation des
7 îles à partir des informations collectées sur Flickr. Cela étant dit, aucun autre réseau social ne fournit
autant d'informations temporelles précises sur les visites via l'heure de prise des photos postées. De
plus, des analyses spectrales plus abouties nous permettent de réduire l'incertitude quant aux résultats
observées sur les séries temporelles et de con�rmer non pas des chi�res exactes mais des tendances
similaires à celles apportées par le compteur.

2.5 Etude des capteurs fournis par l'institut

Dans l'analyse quantitative ciblée, nous accordons une attention particulière aux données issues de
capteurs de �ux de personnes, stratégiquement positionnés à proximité du port qui sert d'entrée et de
sortie aux visiteurs des sept îles étudiées. L'Institut Homer nous a généreusement fourni les enregis-
trements de ces capteurs au format CSV, permettant une approche détaillée dans la manipulation et
l'analyse des données.

Ce rapport vise à présenter les découvertes pertinentes concernant le �ux de visiteurs tout au long
des années 2022 (complet) et 2023 (jusqu'à septembre).

La première visualisation que nous apportons est un graphique illustrant le volume total de visiteurs
mois par mois, tel qu'enregistré par le capteur d'entrée. Cette représentation nous permet d'observer
clairement la saisonnalité des visites sur l'île.
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Figure 8 � Visite par mois 2022 et 2023

L'analyse de ces données révèle une tendance remarquable : les mois de janvier, février, mars,
novembre et décembre enregistrent un nombre signi�cativement inférieur de visiteurs par rapport à la
période d'avril à septembre. Ce modèle con�rme l'hypothèse que la préférence des visiteurs se porte
sur les mois d'été, indiquant une demande saisonnière marquée par ces périodes de l'année.

Poursuivant, nous disposons de deux graphiques sous forme de heatmap pour chacune des années
sous analyse, 2022 et 2023. Ces visualisations, enrichies d'une échelle de couleurs à droite, discriminent
le nombre total de visiteurs jour par jour, o�rant une vue granulaire de la distribution des visites tout
au long des mois.

Figure 9 � Heatmap visites par jour 2022
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Figure 10 � Heatmap visites par jour 2023

Ces cartes de chaleur nous permettent non seulement de véri�er la consistance du volume de
visiteurs au �l des mois, mais aussi d'identi�er si les visites se concentrent sur des jours spéci�ques,
permettant une compréhension plus approfondie des modèles de �ux touristique.

Avançant dans notre analyse, nous explorons le comportement horaire des visites à travers le gra-
phique suivant, qui met en évidence les heures de la journée avec le plus grand mouvement de visiteurs.
Il est perceptible que la majorité des visites se concentre entre 9h et 23h, avec un pic de fréquence
entre 15h et 18h.

Figure 11 � Fréquence par heure de la journée

Nous terminons notre exploration avec une autre heatmap qui corrèle les jours de la semaine aux
heures du jour, fournissant des insights sur les périodes de pic de visite. Nous observons que les lundis, le
�ux de visiteurs s'intensi�e à partir de 15h00, tandis que les mardis et vendredis, la majorité des visites
se produit après 17h00. Intéressement, ce sont également les jours de la semaine les plus fréquentés.
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Figure 12 � Heatmap les jours de la semaine et l'heure

3 Analyse qualitative : classi�cation d'images pour déceler les
ordres de priorité des visiteurs

3.1 Few Shot Learning : échec

Le Few-Shot Learning est une technique de classi�cation d'images utilisant un modèle pré-entraîné
ResNet. Ce dispositif o�re une méthode e�cace pour la classi�cation d'images avec des ensembles de
données restreints. En exploitant les connaissances préalablement acquises par ResNet et en adaptant
le modèle à de nouveaux exemples, cette approche permet de surmonter les dé�s liés au manque
de données d'entraînement tout en maintenant des performances élevées en termes de précision de
classi�cation.

3.2 Transfer Learning + Data Augmentation : succès

3.2.1 Présentation de l'apprentissage par transfert

Considérant que la quantité de données d'images n'est pas su�sante pour entraîner un modèle de
classi�cation d'images à partir de zéro et la complexité des images des zones de conservation naturelle,
nous avons également utilisé une autre méthode pour former notre modèle, à savoir l'apprentissage par
transfert (transfer learning).

Le principe de l'apprentissage par transfert est d'utiliser les représentations de caractéristiques d'un
modèle déjà entraîné sur un grand ensemble de données, et de transférer ces caractéristiques vers une
nouvelle tâche. Dans notre cas, nous avons choisi un modèle pré-entraîné qui a été formé sur un grand
ensemble de données, tel que la base de données ImageNet contenant plus d'un million d'images. Ce
modèle pré-entraîné a appris des représentations abstraites des caractéristiques d'images telles que les
bords, les textures, les formes, etc. Bien que ces modèles pré-entraînés aient été formés sur des données
non liées à notre tâche réelle, ils capturent des caractéristiques d'images générales, ce qui en fait un
bon point de départ pour notre propre tâche.

En apprentissage par transfert, nous gardons généralement les parties d'extraction de caractéris-
tiques de base du modèle pré-entraîné inchangées, et ajustons uniquement les couches supérieures du
modèle (généralement les couches entièrement connectées) pour répondre aux besoins spéci�ques de
la nouvelle tâche. Dans notre cas, nous avons modi�é la dernière couche de sortie du modèle, passant
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des 1000 catégories d'ImageNet aux nombre de catégories requises pour notre classi�cation d'images.
Ensuite, nous avons a�né le modèle avec un petit ensemble de données d'images que nous possé-
dons, a�n de l'adapter à notre tâche spéci�que. Ainsi, nous avons utilisé les caractéristiques d'images
générales apprises par le modèle pré-entraîné sur un grand ensemble de données, et les avons transfé-
rées vers notre propre tâche, accélérant ainsi le processus d'entraînement du modèle et améliorant ses
performances.

Figure 13 � Schéma de l'apprentissage par transfert

3.2.2 Labélisation de données

Dans notre tâche, nous avons commencé par la construction de l'ensemble de données, grâce aux
images obtenues par le scraping, enrichissant ainsi notre ensemble de données. Tout d'abord, nous
devons labeliser toutes les images collectées, c'est-à-dire les classer manuellement en fonction de leur
contenu. Pour répondre aux besoins de la tâche de classi�cation, nous avons établi cinq grandes ca-
tégories : oiseaux, activité humaine, autres animaux, paysage, traces humaines. Bien sûr, labeliser
manuellement mille images reste très chronophage. C'est pourquoi nous avons d'abord utilisé un mo-
dèle pré-entraîné pour classer directement les images. De cette manière, nous avons pu obtenir environ
50 à 60 catégories, avec un certain nombre d'images dans chaque catégorie. Ensuite, en nous basant sur
les images de chaque catégorie (qui sont toutes similaires), nous avons procédé à la classi�cation requise.
Dans l'ensemble, cette méthode nous a permis d'économiser beaucoup de temps de labélisation.

3.2.3 Modèle de monoclassi�cation

Ensuite, nous passons à la construction du modèle de transfert d'apprentissage. Comme mentionné
précédemment, nous avons besoin d'un modèle pré-entraîné sur un grand ensemble de données. Nous
avons �nalement choisi ViT_L_16 comme notre modèle pré-entraîné, car après quelques tests simples,
il a montré les meilleures performances. Ensuite, nous avons modi�é la sortie de la dernière couche de
1000 à nos 5 catégories requises : oiseaux, activité humaine, autres animaux, paysage, traces humaines.
En même temps, nous avons gelé toutes les autres couches. En d'autres termes, lors de l'entraînement
du modèle, seuls les paramètres de la dernière couche modi�ée sont continuellement optimisés pour
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Figure 14 � Processus de labélisation manuel

obtenir de meilleures performances de classi�cation d'images, tandis que les paramètres de toutes les
autres couches restent inchangés. C'est là l'implémentation spéci�que du transfert d'apprentissage.

L'ensemble de données est divisé en 80% de l'ensemble d'apprentissage (829 images) et 20% de
l'ensemble de test (204 images). En particulier, lors de l'entraînement du modèle, nous avons utilisé une
méthode d'augmentation des données appelée TrivialAugment. Son rôle est d'augmenter la complexité
des images d'entraînement pendant le processus d'entraînement du modèle, par exemple en faisant
pivoter les images, en modi�ant les couleurs des images, en ajoutant du bruit aux images, etc. Lorsque
le modèle montre une bonne capacité à reconnaître des images plus complexes, il peut mieux performer
sur des images plus simples. En résumé, les techniques d'augmentation des données peuvent améliorer
la capacité de généralisation du modèle. Il convient de noter que les techniques d'augmentation des
données sont uniquement utilisées pendant la phase d'entraînement du modèle et ne sont pas nécessaires
pendant la phase de validation.

Figure 15 � TrivialAugment

Après l'entraînement, la précision de classi�cation du modèle a atteint 93%. Voici quelques exemples
de résultats de classi�cation correctes :
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(a) Prévision correcte 1 (b) Prévision correcte 2

Figure 16 � Exemples de prédictions correctes de monoclassi�cation.

Voici quelques exemples de résultats de classi�cation incorrects :

(a) Prévisions fausse 1 (b) Prévisions fausse 2

Figure 17 � Exemples de prévisions fausses de monoclassi�cation.

Pour plus d'informations, veuillez consulter les annexes.

3.2.4 Modèle de multiclassi�cation

Nous pouvons constater que le principal problème de ce modèle de classi�cation est que dans
certains cas, il obtient une précision de classi�cation relativement faible dans des environnements de
fond complexes. Par exemple, lorsqu'il y a une grande scène avec quelques oiseaux au milieu, le modèle
aura du mal à déterminer si l'image appartient à la catégorie de paysage ou à celle des oiseaux. En
fait, même pour les humains, il est di�cile de résumer une telle image avec une seule label. C'est
pourquoi nous proposons une tâche de classi�cation d'images avec plusieurs labels. La classi�cation
avec plusieurs labels s'adapte bien aux tâches de classi�cation d'images ayant plusieurs objectifs. Par
exemple, dans l'exemple mentionné précédemment, nous pouvons utiliser simultanément les labels
d'oiseaux et de paysage pour décrire cette image. Cela non seulement évite le problème de la confusion
entre les di�érents labels, mais fournit également plus d'informations sur les résultats de la classi�cation
des images.

En ce qui concerne la classi�cation avec plusieurs labels, nous nous concentrons uniquement sur
les combinaisons de labels de fond telles que paysage et les labels généraux, car il est peu probable
qu'une image contienne à la fois des oiseaux et d'autres animaux. Plus précisément, il est plus courant
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de trouver des images de paysages avec des oiseaux ou d'autres animaux. Il convient de noter que bien
que les données contiennent des images où des activités humaines et des traces humaines coexistent,
comme un groupe de personnes devant un bâtiment, il y a trop peu de données de ce type pour
constituer une catégorie de données à entraîner. Par conséquent, cette possibilité de classi�cation avec
plusieurs labels est abandonnée.

Figure 18 � Critères de multilabélisation

Donc, les labels �naux comprennent huit catégories : oiseaux, activité humaine + paysage, activité
humaine, autres animaux, oiseaux + paysage, paysage, paysage + traces humaines, traces humaines,
dont trois sont des labels multiples. Pour la précision du modèle, nous dé�nissons que lorsque tous
les labels sont prédits correctement, la précision est de 100% ; lorsque certains labels sont prédits
correctement, la précision est de 50%. Par exemple, si le véritable label est paysage + traces humaines,
mais la prédiction est uniquement paysage. Lorsque la prédiction est incorrecte, la précision est de
0%. Par exemple, si le véritable label est paysage, mais la prédiction est paysage + traces humaines.
Après l'entraînement �nal, la précision de la classi�cation a atteint 92,7 %. Voici quelques exemples
de résultats de classi�cation corrects :

(a) Prévision correcte 1 (b) Prévision correcte 2

Figure 19 � Exemples de prédictions correctes de multiclassi�cation

Voici quelques exemples de résultats de classi�cation incorrects :

15



(a) Prévisions fausse 1 (b) Prévisions fausse 2

Figure 20 � Exemples de prédictions fausses de multiclassi�cation

Pour plus d'informations, veuillez consulter les annexes.

3.2.5 Conclution de classi�cation

La classi�cation multi-labels, par rapport à la classi�cation mono-label, se révèle plus performante
pour résoudre les problèmes de classi�cation �ous, notamment lorsqu'il s'agit de traiter les arrière-plans
qui font également partie des labels. La classi�cation mono-label est souvent limitée par la contrainte
d'attribuer un objet à une seule catégorie, tandis que la classi�cation multi-labels permet à un objet
d'appartenir simultanément à plusieurs catégories, ce qui re�ète mieux la réalité. Cependant, en raison
des limitations de données, nous ne pouvons pas mettre en ÷uvre de véritables tâches multi-labels,
c'est-à-dire attribuer des labels à chaque élément présent dans une image. Nous avons donc opté pour
une approche de classi�cation pseudo multi-labels, où lors de l'entraînement du modèle, les multiples
labels sont considérées comme une seule label. Malgré cela, nous avons néanmoins obtenu de bons
résultats. Cette méthode permet au modèle de mieux comprendre le contenu complexe des images
et de les classer plus précisément. Cependant, des travaux futurs seront nécessaires pour résoudre
le manque de données et développer des méthodes de classi�cation multi-labels plus précises, a�n
d'améliorer davantage les performances de classi�cation.
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